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[bookmark: _Hlk80537823]REDES NEURAIS CONVOLUCIONAIS ALEXNET, GOOGLENET E RESNET APLICADAS AO RECONHECIMENTO DE EXPRESSÕES FACIAIS

Aurino Guilherme Xavier de Araujo filho,  Odael Lopes de Siqueira Neto, Yann Silva Amarante 

Departamento de Engenharia Elétrica, Unidade de Ensino Superior de Feira de Santana, 
Feira de Santana, Bahia, Brasil.

Abstract: This work investigates the performance of convolutional networks AlexNet, GoogLeNet and ResNet applied to the recognition of facial expressions using image resources from The Ryerson Audio-Visual Database of Emotional Speech and Song (RAVDESS). The networks are trained with eight basic affective states of the human face considering four different actors from the RAVDESS database. The performance presented by the AlexNet, GoogLeNet and ResNet networks for the classification step are 99%, 98.1% and 99.3% and for the generalization test based on the Holdout cross validation method a success rate of 91.7%, 95.5% and 88.5%. These results confirm the effectiveness of AlexNet, GoogLeNet and ResNet networks for correct prediction of facial expressions that are present in the database and for new facial expressions similar to those used in the training phase.

Key-words: Facial Expressions, Convolutional Neural Network, AlexNet, GoogleNet, ResNet.  

[bookmark: _Hlk79958115]Resumo: Este trabalho investiga a performance das redes convolucionais AlexNet, GoogLeNet e ResNet aplicadas ao reconhecimento de expressões faciais usando os recursos de imagens do banco de dados The Ryerson Audio-Visual Database of Emotional Speech and Song (RAVDESS).  As redes são treinadas com oito estados afetivos básicos da face humana considerando quatro atores diferentes do banco de dados RAVDESS. A performance apresentada pelas redes AlexNet, GoogLeNet e ResNet para etapa de classificação são de 99%, 98,1% e 99,3% e para o teste generalização com base no método de validação cruzada Holdout uma taxa de sucesso de 91,7%, 95,5% e 88,5%. Estes resultados confirmam a eficácia das redes AlexNet, GoogLeNet e ResNet para previsão correta de expressões faciais que estão presentes no banco de dados e para novas expressões faciais similares as usadas na fase de treinamento.  
 
Palavras-chave: Expressões Faciais, Rede Neurais Convolucionais, AlexNet, GoogleNet, ResNet.  
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[bookmark: _Toc82219199][bookmark: _Toc84069200]Introdução
As Redes Neurais Convolucionais, do inglês Convolutional Neural Network (CNN) são uma categoria de rede neural que se destacam em aplicações com o reconhecimento da voz (SZE et al., 2017) e no campo da visão computacional com o reconhecimento de imagens (WANG et al., 2020), potencializando o desenvolvimento de soluções tecnológicas inteligentes (BASBRAIN et al., 2018). A partir do avanço nesses dois campos de pesquisa houve um aumento na utilização das CNN, resultando em aplicações diversas que vão desde de carros com direção automática, detecção de câncer, reconhecimento facial, até jogabilidade de jogos complexos (SZE et al., 2017).  
A arquitetura geral das CNN considera as etapas de extração de atributos das imagens e em seguida a sua respectiva classificação. Em síntese, as CNN extraem características centrais das imagens fornecidas para serem usadas em sua classificação. Durante esse processo, há o treinamento da rede neural, objetivando aprender a classificar corretamente as imagens (WANG et al., 2020).
[bookmark: _Hlk76260078]O desafio de reconhecimento visual em grande escala da ImageNet, do inglês ImageNet Large-Scale Visual Recognition Challenge (ILSVRC) avalia algoritmos para detecção de objetos e classificação de imagens em grande escala, visando contribuir com o progresso de tecnologias no campo da visão computacional, sendo as redes AlexNet, GoogLeNet e ResNet vencedoras das edições 2012, 2014 e 2015. Além dessas CNN outras arquiteturas obtiveram bons resultados na competição ao longo dos anos (DONG, LIANG, 2019). 
[bookmark: _Hlk76296603]A face humana está relacionada a diversas atividades cotidianas, e por meio dela ocorre a comunicação entre as pessoas, sendo possível identificar e verificar um indivíduo além de observar suas expressões faciais (PANTIC, PATRAS, 2006). O reconhecimento facial passa a ser empregado com maior frequência em áreas de identificação biométrica, baseada no escaneamento da face humana, na qual se compara as imagens armazenadas em um banco de dados com a imagem apresentada na biometria, possibilitando o reconhecimento de informações faciais (PREMA, SHANMUGAPRIYA, 2017). 
Reconhecer a face humana pode proporcionar benefícios em diversas áreas da vida, podendo ser usada para medidas de segurança, como vigilância em áreas privadas e públicas, biometria, controle de acesso e na investigação de desaparecidos ou criminosos. Além de ter utilidade no marketing, Interação Homem-Máquina (IHM), redes sociais, entre outras aplicações (RESHMA, KANNAN, 2019).
O banco de dados Audiovisual Ryerson de Fala Emocional e Canção, do inglês The Ryerson Audio-Visual Database of Emotional Speech and Song (RAVDESS) usado neste trabalho disponibiliza um conjunto de vídeos de 24 atores profissionais (12 mulheres e 12 homens) com os estados afetivos básicos da face (calmo, feliz, triste, raiva, medo, surpreso e nojo) (LIVINGSTONE, 2018). 
Assim, esse trabalho investiga as redes AlexNet, GoogLeNet e ResNet na tarefa de classificação, por meio de imagens, dos estados afetivos básicos da face humana para uma abordagem multiclasses. As redes neurais são treinadas com as imagens de expressões faciais básicas de 4 atores profissionais do banco de dados RAVDESS. As métricas de avaliação computacional consideram o desempenho de treinamento das redes neurais, performance de classificação dos estados afetivos da face e capacidade de generalização das redes neurais através do método de validação cruzada Holdout. Logo, esta pesquisa é motivada pelo desejo de contribuir com o desenvolvimento de sistemas inteligentes aplicados ao reconhecimento de expressões faciais com o uso das redes AlexNet, GoogLenet e ResNet. 
A organização do artigo está estruturada do seguinte modo: no segundo capítulo apresentam-se as características técnicas acerca do reconhecimento de expressões faciais e das redes AlexNet, GoogleNet e ResNet. O terceiro capítulo apresenta o método de avaliação do algoritmo, recursos do trabalho, bancos de dados, modelo proposto e método de treinamento das redes neurais.  No quarto capítulo são apresentados os resultados obtidos nas fases de treinamento, classificação das expressões faciais e teste de validação cruzada, com as redes AlexNet, GoogleNet e ResNet. Ainda no quarto capítulo compara-se os resultados obtidos nesta pesquisa com outros trabalhos. Por fim, no quinto capítulo apresenta-se a conclusão.
[bookmark: _Toc82219200][bookmark: _Toc84069201]Fundamentação Teórica

1. [bookmark: _Toc82219153][bookmark: _Toc82219201][bookmark: _Toc82219358][bookmark: _Toc82219410][bookmark: _Toc84069202]
2. [bookmark: _Toc82219154][bookmark: _Toc82219202][bookmark: _Toc82219359][bookmark: _Toc82219411][bookmark: _Toc84069203]
2.1. [bookmark: _Toc82219203][bookmark: _Toc84069204]Reconhecimento de Expressões Faciais 
Os seres humanos podem se expressar de diferentes formas e uma delas é através da face, a qual pode apresentar sinais relacionados as emoções e intenções de uma pessoa. O estudo dos sinais provenientes da face pode ser realizado através de imagens ou vídeos e exigirão uma avaliação das informações faciais em tempo real objetivando o reconhecimento de informações que possam identificar algum padrão (LIU et al., 2014).
A facilidade e velocidade em que o cérebro humano encontra em discernir as expressões faciais não pode ser reproduzida por máquinas, apesar dos avanços tecnológicos nos últimos anos. Assim, ainda existem diversos obstáculos a serem vencidos, tais como: oclusão, iluminação, posição da face e interferências do plano de fundo. Logo, essas variáveis tornam o reconhecimento facial por sistemas computacionais algo ainda instável, porém com grande utilidade e importância para o desenvolvimento de sistemas tecnológicos inteligentes (LI, 2019). 
As emoções básicas (raiva, medo, desprezo, tristeza, felicidade e surpresa) e neutralidade podem ser transmitidas por expressões faciais. Levando isso em consideração, numerosas pesquisas nessa área observaram que existem regiões específicas da face humana, as quais mudam de acordo com as expressões e estão localizadas no entorno da boca, olhos e nariz, facilitando assim o reconhecimento de expressões faciais através da visão computacional (KHORRAMI; PAINE; HUANG, 2015). 
2.2. [bookmark: _Toc82219204][bookmark: _Toc84069205]Redes Convolucionais 
[bookmark: _Hlk75951470]A pesquisa de Hubel e Wiesel (1959) com estudos acerca dos córtices visuais de macacos e pássaros contribuíram para os primeiros passos no desenvolvimento das CNN. Esse trabalho inspirou Kunihiko Fukushima, na década de 80, a introduzir o processo de convolução na área das redes neurais, chamado de neocognitron.  Contudo, Yann Le Cunn (1989) apresentou um trabalho com uma rede convolucional de sete níveis usando o algoritmo de retropropagação, chamado LeNet-5, sendo a mais significativa contribuição para o desenvolvimento das CNN.  As principais arquiteturas de CNN atuais são derivações da LeNet-5 (AJIT; ACHARYA; SAMANTA, 2020). 
As CNN são constituídas por três tipos de camadas: camada de convolução, pooling e a camada totalmente conectada. Na camada de convolução ocorre a multiplicação de cada pixel da imagem fornecida por um filtro (kernel), gerando assim um mapa de ativação, tendo este mapa a função de armazenar características distintas da imagem de forma resumida e como consequência reduzir os dados a serem processados. A camada pooling consiste em reduzir a dimensão espacial do mapa de ativação mantendo as informações mais relevantes, ou seja, passar uma informação sucinta sem perder a eficiência no resultado.  Por último, tem-se a camada totalmente conectada em que transcorre todo o raciocínio computacional (AJIT; ACHARYA; SAMANTA, 2020).
2.3. [bookmark: _Toc82219205][bookmark: _Toc84069206]Rede Convolucional AlexNet 
A rede AlexNet foi projetada por Alex Krizhevsky (KRIZHEVSKY; SUTSKEVER; HINTON, 2012). A arquitetura da rede AlexNet é composta pelas camadas de Convolution, ReLU, Max Pooling, Fully Connected e Softmax. A rede AlexNet possui 630 milhões links, 60 milhões de parâmetros para serem treinados e 650.000 neurônios (WANG; HAN, 2020). Entre as camadas, existem camadas de entrada e saída, camadas de unidades lineares retificadas (ReLU), camadas de normalização, camadas de agrupamento, camadas de eliminação (Dropout), camada Softmax (Probabilistic), camadas convolucionais (Convolution) e camadas totalmente conectadas (Fully Connected).  Na Figura 1 é apresentada a arquitetura da rede AlexNet para entrada de imagens com dimensão 227×227×3.
[image: C:\Users\User\Downloads\Diagrama em branco.jpeg]
[bookmark: _Toc84069169]Figura 1- Arquitetura da rede AlexNet. Fonte: Autores.
A primeira camada convolucional é responsável por filtrar a imagem de entrada que possui 96 núcleos de tamanho 11×11×3 com uma distância de quatro pixels. A segunda camada convolucional é empregada para normalizar e agrupar a resposta de saída da primeira camada convolucional e filtrar com 256 núcleos de tamanho 5×5×48. A terceira camada convolucional possui 384 núcleos de tamanho 3×3×256 que normaliza e agrupa a resposta de saída da segunda camada convolucional. A quarta camada convolucional possui 384 núcleos de tamanho 3×3×192, e a quinta camada convolucional tem 256 núcleos de tamanho 3×3×192. Já as camadas totalmente conectadas possuem 4096 neurônios. Por fim, a camada softmax fornece níveis de ativação probabilístico na saída da rede (KRIZHEVSKY; SUTSKEVER; HINTON, 2012).
A camada ReLU executa uma operação de limite para cada elemento da entrada, onde qualquer valor menor que zero é definido como zero, sua utilização acelera a velocidade do treinamento e soluciona o problema de dispersão de gradiente quando a rede é profunda. Na camada Max Pooling executa-se a redução da resolução dividindo a entrada em regiões de agrupamento retangulares e calculando o máximo de cada região. A técnica de Dropout elimina aleatoriamente elementos da matriz de entrada impondo um nível de ativação zero com uma determinada probabilidade, a fim de reduzir a complexidade da adaptação dos neurônios para evitar overfitting (DONG; LIANG, 2019), problema comum em redes com ajuste excessivo de parâmetros (KRIZHEVSKY; SUTSKEVER; HINTON, 2012).
2.4. [bookmark: _Toc82219206][bookmark: _Toc84069207]Rede Convolucional GoogLeNet 
A arquitetura da rede GoogLeNet é formada por 22 camadas profundas e aproximadamente 5 milhões de parâmetros. Em comparação com outras redes neurais, tornou-se mais profunda que as arquiteturas anteriores. Entretanto, o número de parâmetros é considerado relativamente baixo. Um diferencial da rede GoogLeNet é a utilização dos chamados módulos Inception que operam com diferentes tipos de filtros visando a redução do custo computacional na etapa de treinamento (AJIT; ACHARYA; SAMANTA, 2020). Na Figura 2 é apresentado o fluxograma com o módulo Inception. 
[image: ]
[bookmark: _Toc84069170]Figura 2 - Módulo Inception. Fonte: Autores
Dentro de um módulo Inception haverá filtros 1x1, 3x3 e 5x5, camadas max pooling 3x3 e, por fim, uma camada de concatenação, sendo esta responsável pelo encaminhamento de um único sinal para camada da rede posterior, sinal este proveniente da captação e união de todas as saídas das camadas de convolução existentes no módulo. Resumidamente, a rede GoogLeNet é formada por camadas de convolução, módulos Inception, Max Pooling, camadas de Local Normalization Response, Softmax e camadas Fully Connected (CRUZ, 2019).
2.5. [bookmark: _Toc82219207][bookmark: _Toc84069208]Rede Convolucional ResNet 
A rede ResNet foi primeiramente apresentada com 152 camadas, mostrando ser muito profunda e teoricamente suscetível a eventuais erros de degradação. Com o intuito de contornar essa complicação ocorre a introdução dos blocos residuais. A inovação traz a possibilidade de os neurônios de uma camada propagarem sinais para outra camada distante sem seguir os modelos anteriores, onde essa passagem de informação só é possível para camadas vizinhas. Esse método é chamado de conexão de salto (CRUZ, 2019). 
Existem várias versões da rede ResNet com diferentes tamanhos sendo capaz de ter versões com 18, 34, 50, 101, 152 ou 200 camadas (SZE et al., 2017). Em relação ao número de parâmetros a rede dispõe aproximadamente de 65 milhões. Além disso, o método de Batch Normalization é usado após cada convolução (AJIT; ACHARYA; SAMANTA, 2020). Na Figura 3 é apresentada o fluxograma da arquitetura para rede ResNet com ênfase na conexão de salto.
[image: ]
[bookmark: _Toc84069171]Figura 3 - Conexão de salto da rede ResNet. Fonte: Autores.

[bookmark: _Toc82219208][bookmark: _Toc84069209]Métodos e Materiais

Neste capítulo descreve-se sobre os métodos empregados para a avaliação das redes AlexNet, GoogleNet e ResNet acerca da acurácia de classificação e teste de validação cruzada Holdout. Apresentam-se, também, os recursos utilizados para realização dos experimentos, assim como a seleção das imagens para as etapas de treinamento e teste das redes CNN. 

1. [bookmark: _Toc82219161][bookmark: _Toc82219209][bookmark: _Toc82219366][bookmark: _Toc82219418][bookmark: _Toc84069210]
2. [bookmark: _Toc82219162][bookmark: _Toc82219210][bookmark: _Toc82219367][bookmark: _Toc82219419][bookmark: _Toc84069211]
3. [bookmark: _Toc82219163][bookmark: _Toc82219211][bookmark: _Toc82219368][bookmark: _Toc82219420][bookmark: _Toc84069212]
3.1. [bookmark: _Toc82219212][bookmark: _Toc84069213]Método de Avaliação do Algoritmo 

Para avalição da acurácia utiliza-se o gráfico de evolução do treinamento juntamente com a matriz de confusão, sendo a matriz de confusão uma métrica frequentemente utilizada para relatar a performance de sistemas de classificação. A interpretação de seus resultados ocorre através da observação dos valores contidos na diagonal principal, a qual informa as quantidades de acertos, e o restante dos valores fora dessa diagonal representa o total de erros ou confusões (ARIZA-LOPEZ; RODRIGUEZ-AVI; ALBA-FERNANDEZ, 2018).

A técnica de validação cruzada Holdout avalia a performance do algoritmo em relação a capacidade de generalização, permitindo estimar a precisão do algoritmo acerca da tarefa de classificação para novos dados (MATHWORKS, 2021). Deste modo, a base de dados utilizada foi organizada em imagens de treinamento e teste de validação cruzada. 

3.2. [bookmark: _Toc82219213][bookmark: _Toc84069214]Recursos do Trabalho 

No desenvolvimento deste trabalho os experimentos foram realizados com o uso do software MATLAB 2018.b e um notebook HP probook com Processador: Intel Core i5-4300M CPU @ 2.60 GHz com 6 GB de RAM, Placa de vídeo: Intel HD Graphics 4600 e Sistema Operacional: 64 bits.

3.3. [bookmark: _Toc82219214][bookmark: _Toc84069215]Banco de Dados RAVDESS

O RAVDESS é um banco de dados multimodal validado de fala e música emocional. O banco de dados é equilibrado por gênero, sendo constituido com recursos de vídeos e áudio de 24 atores profissionais, vocalizando lexicalmente correspondentes declarações em um sotaque norte-americano neutro (LIVINGSTONE, 2018). 

As expressões faciais incluem os estados afetivos calmo, alegria, tristeza, raiva, medo, surpresa,  nojo e neutro em dois níveis de intensidade emocional (normal e forte). O banco de dados RAVDESS fornece aos pesquisadores um conjunto de estímulos validado, gratuito e acessível sob uma licença Creative Commons Attribution-NonCommerical-ShareAlike 4.0 (LIVINGSTONE, 2018). 

3.4. [bookmark: _Toc82219215][bookmark: _Toc84069216]Base de Dados de Treinamento

A base de dados do trabalho conta com as expressões faciais calma, feliz, medo, neutro, nojo, raiva, surpreso e triste proveniente da seleção de quatro atores profissionais do banco de dados RAVDESS. O conjunto de dados possui 815 imagens, das quais 658 imagens são destinadas para fase de treinamento e 157 imagens reservadas para o teste de validação cruzada Holdout.  Na Tabela 1 são apresentadas as respectivas quantidades de imagens destinadas para fase de treinamento e teste de validação cruzada Holdout com uso das redes AlexNet, GoogleNet e ResNet. 

[bookmark: _Toc84069187]Tabela 1- Imagens utilizadas nas etapas de treinamento e teste. Fonte: Autores.
	Estados afetivos da face
	Imagens de treino
	Imagens para teste de validação cruzada

	Calmo
	88
	23

	Feliz
	90
	16

	Medo
	78
	20

	Neutro
	64
	21

	Nojo
	79
	20

	Raiva
	83
	18

	Surpreso
	89
	21

	Triste
	87
	18



Na Figura 4 é apresentado a seleção dos atores e estados afetivos da face da base de dados RAVDESS.
[image: ]
[bookmark: _Toc84069172]Figura 4 - Seleção dos atores da base de dados RAVDESS. Fonte: Autores.

3.5. [bookmark: _Toc82219216][bookmark: _Toc84069217]Modelo Proposto
Na Figura 5 é apresentado o modelo empregado para avaliar a performance das redes AlexNet, GoogleNet e ResNet. 
[image: ]
[bookmark: _Toc84069173]Figura 5 - Modelo proposto para classificação dos estados afetivos da face com as redes AlexNet, GoogleNet e ResNet. Fonte: Autores.
Neste modelo as redes AlexNet, GoogleNet e ResNet já treinadas são responsáveis por classificar os estados afetivos básicos da face conforme em imagens da base de dados RAVDESS que são apresentadas em suas respectivas entradas para as etapas de classificação e teste de validação cruzada Holdout. As imagens de saída são identificadas com a descrição do estado afetivo da face juntamente com o percentual de acerto. 
3.6. [bookmark: _Toc82219217][bookmark: _Toc84069218]Treinamento Rede AlexNet

O treinamento da rede AlexNet é realizado uma única vez, sendo a taxa de aprendizado de 0.0001 e o minibatch de 40. O quantitativo de 658 imagens destinada a fase de treinamento são particionadas em 80% para treino e 20% para teste. As duas camadas ocultas são parametrizadas cada uma com 1000 neurônios. A última camada é parametrizada com 8 classes. 

3.7. [bookmark: _Toc82219218][bookmark: _Toc84069219]Treinamento Rede GoogLeNet

A rede GoogleNet é treinada uma única vez, com uma taxa de aprendizagem de 0.0001 e minibatch de 40. O total de 658 imagens são organizadas em 80% para treino e 20% para teste. A última camada é parametrizada com 8 classes. 

3.8. [bookmark: _Hlk82206750][bookmark: _Toc82219219][bookmark: _Toc84069220]Treinamento Rede ResNet

No único treinamento da rede ResNet, a taxa de aprendizagem é parametrizada para 0.0001 e o minibatch para 40. O quantitativo de 658 imagens destinada a fase de treinamento são particionadas de em 80% treino e 20% teste. A última camada é parametrizada com 8 classes. 

[bookmark: _Toc82219220][bookmark: _Toc84069221]Resultados
Neste capítulo apresentam-se os resultados para as fases de treinamento, classificação e teste de validação cruzada com as redes AlexNet, GoogleNet e ResNet considerando o quantitativo de imagens da Tabela 1 e atores da Figura 4.
1. [bookmark: _Toc82219173][bookmark: _Toc82219221][bookmark: _Toc82219378][bookmark: _Toc82219430][bookmark: _Toc84069222]
2. [bookmark: _Toc82219174][bookmark: _Toc82219222][bookmark: _Toc82219379][bookmark: _Toc82219431][bookmark: _Toc84069223]
3. [bookmark: _Toc82219175][bookmark: _Toc82219223][bookmark: _Toc82219380][bookmark: _Toc82219432][bookmark: _Toc84069224]
4. [bookmark: _Toc82219176][bookmark: _Toc82219224][bookmark: _Toc82219381][bookmark: _Toc82219433][bookmark: _Toc84069225]
4.1. [bookmark: _Toc82219225][bookmark: _Toc84069226]Performance Rede AlexNet
Na Figura 6 é apresentado a performance do treinamento da rede AlexNet com as respectivas curvas de acurácia para o desempenho de treinamento e validação de acordo com a evolução das iterações. 
[image: C:\Users\User\Desktop\Imagens TCC\treinoalex1000.png]
[bookmark: _Toc84069174]Figura 6 - Processo de treinamento da rede AlexNet. Fonte: Autores.
No decorrer do processo de treinamento da rede AlexNet a curva de validação apresenta uma melhor performance para a estabilidade e previsão acerca da acurácia comparado com as curvas de treinamento. Ao longo das iterações, progressivamente as curvas de validação e treinamento mostram o aumento no desempenho de acurácia. Na Figura 7 é apresentada a matriz de confusão obtida na etapa de classificação com a rede AlexNet.
[image: C:\Users\User\Desktop\Reconhecimento Facial\matriz0908.jpg]
[bookmark: _Toc84069175]Figura 7 - Matriz de confusão da rede AlexNet para etapa de classificação. Fonte: Autores.
A matriz de confusão da fase de treinamento, apresentada na Figura 7, confirma a taxa de sucesso de 99% para acurácia de classificação das imagens. O estado afetivo medo é confundido com triste. Por fim, o estado afetivo raiva é confundido com calmo, feliz e medo.  Na Figura 8 é apresentado os resultados obtidos com o teste de validação cruzada Holdout com a rede AlexNet.
[image: C:\Users\User\Desktop\Reconhecimento Facial\oudrikandalarrai.jpg]
[bookmark: _Toc84069176]Figura 8 - Matriz de confusão da rede AlexNet para o teste holdout. Fonte: Autores.
A rede AlexNet apresentou um percentual de 91,7% para previsão correta de novas imagens. As previsões incorretas ocorrem entre os estados afetivos calmo com triste, feliz com neutro, neutro com calmo, raiva com medo e triste, por fim, surpreso com raiva. 
4.2. [bookmark: _Toc82219226][bookmark: _Toc84069227]Performance Rede GoogLeNet

Na Figura 9 é apresentado o processo de treinamento da rede GoogLeNet com as respectivas curvas de acurácia para o desempenho de treinamento e validação de acordo com a evolução das iterações. 

[image: gg]
[bookmark: _Toc84069177]Figura 9 - Progresso de treinamento da rede GoogLeNet.  Fonte: Autores.
Ao longo do processo de treinamento da rede GoogLeNet, as curvas progridem com estabilidade e performance compatíveis para taxa de acurácia. Na Figura 10 é apresentada a matriz de confusão para etapa de treinamento com a rede GoogLeNet.
[image: C:\Users\User\Desktop\Imagens TCC\9802.jpg]
[bookmark: _Toc84069178]Figura 10 - Matriz de confusão da rede GoogLeNet para etapa de classificação. Fonte: Autores.
A matriz de confusão da Figura 10 apresenta uma taxa de 98,1% para classificação correta das imagens da fase de treinamento. As confusões ocorrem entre os estados afetivos medo com triste, raiva com calmo, raiva com feliz, raiva com triste, triste com calmo, triste com nojo e triste com surpreso. Na Figura 11 é demonstrado os resultados para o teste de validação cruzada Holdout com a rede GoogLeNet.
[image: matrizvalidaçãoGG]
[bookmark: _Toc84069179]Figura 11 - Matriz de confusão da rede GoogLeNet para o teste holdout.  Fonte: Autores.
A matriz de confusão da rede GoogleNet apresentou um percentual de sucesso de 95,5% para previsão correta de novas imagens com os estados afetivos básicos da face. As confusões ocorrem entre os estados afetivos medo com triste, raiva com neutro e surpreso com raiva.  
4.3. [bookmark: _Toc82219227][bookmark: _Toc84069228]Performance ResNet18.

Na Figura 12 é apresentado o processo de treinamento da CNN ResNet18 com as respectivas curvas de acurácia para o desempenho de treinamento e validação de acordo com a evolução das iterações. 

[image: C:\Users\User\Desktop\Imagens TCC\probres.png]
[bookmark: _Toc84069180]Figura 12 - Progresso de treinamento da ResNet18. Fonte: Autores.
Ao decorrer do processo de treinamento da rede ResNet18 a curva de validação apresentou uma performance inferior para acurácia comparado com as curvas de treinamento. Ao final do processo as curvas mostram desempenho de acurácia compatíveis.  
[image: C:\Users\User\Desktop\Imagens TCC\9939.jpg]
[bookmark: _Toc84069181]Figura 13 - Matriz de confusão da rede ResNet18 para etapa de classificação. Fonte: Autores.
A rede ResNet18 alcançou uma acurácia de classificação de 99,3%. O estado afetivo medo foi confundido com raiva e surpreso, o estado afetivo raiva com triste, por fim, triste com medo. Na Figura 14 é apresentado os resultados para o teste de validação cruzada Holdout com a rede ResNet18. 
[image: C:\Users\User\Desktop\Reconhecimento Facial\matrizes\matriz1818.jpg]
[bookmark: _Toc84069182]Figura 14 - Matriz de confusão da rede ResNet18 para o teste holdout. Fonte: Autores.
A matriz de confusão da rede Resnet18 apresenta uma taxa de sucesso de 88,5% para previsão correta de imagens destinadas ao teste de validação cruzada descritas na Tabela 1.
4.4. [bookmark: _Toc82219228][bookmark: _Toc84069229]Classificação dos Estados Afetivos da Face

Nas Figuras 15, 16 e 17 são apresentadas as previsões corretas para o reconhecimento das expressões faciais em imagens.

[image: C:\Users\User\Downloads\WhatsApp Image 2021-10-01 at 20.29.40.jpeg]
[bookmark: _Toc84069183]Figura 15 - Classificações corretas com a rede AlexNet. Fonte: Autores.

[image: C:\Users\User\Downloads\WhatsApp Image 2021-10-01 at 20.06.08.jpeg]
[bookmark: _Toc84069184]Figura 16 - Classificações corretas com a rede GoogLeNet. Fonte: Autores.

[image: C:\Users\User\Downloads\WhatsApp Image 2021-10-01 at 20.43.39.jpeg]
[bookmark: _Toc84069185]Figura 17 - Classificações corretas com a rede ResNet. Fonte: Autores.
As etiquetas empregadas nas imagens das Figuras 15, 16 e 17 com a descrição do estado afetivo da face juntamente com as respectivas probabilidades indicam a performance de acerto das CNN AlexNet, GoogLeNet e ResNet18 ao classificar os estados afetivos da face em imagens. As imagens selecionadas mostram uma faixa entre 88,5% até 99,7% para previsão correta no reconhecimento das expressões faciais. 

Na Figura 18 é apresentado algumas previsões incorretas obtidas nas etapas de classificação e teste de validação cruzada com as redes AlexNet, GoogLeNet e Resnet18.  
  [image: ]
[bookmark: _Toc84069186]Figura 18 - Classificações incorretas com as redes AlexNet, GoogLeNet e Resnet18. Fonte: Autores.

As classificações incorretas ocorrem devido a semelhanças entre algumas expressões faciais, sendo (a) Raiva classificada incorreta como Triste; (b) Feliz classificada incorreta como Neutro; (c) Raiva classificada incorreta como Medo; (d) Medo classificada incorreta como Raiva; (e) Calmo classificada incorreta como Triste; (f) Surpreso classificada incorreta como Neutro; (g) Raiva classificada incorreta como Feliz; (h) Surpreso classificada incorreta como Raiva; (i) Neutro classificada incorreta como Calmo; (j) Triste classificada incorreta como Calmo; (k) Nojo com Surpreso; (l) Nojo classificada incorreta como Feliz. As imagens selecionadas mostram resultados para uma faixa entre 34,6% até 58,2% com expressões faciais classificadas de forma incorreta, estes baixos níveis de ativação dos neurônios de saída para classificações incorretas confirmam a forte familiaridade entre as expressões faciais. 

Com os resultados obtidos de acurácia com as redes AlexNet, GoogLeNet e Resnet18 de 99%, 98,1% e 99,3% para a etapa de classificação e 91,7%, 95,5% e 88,5% para o teste de validação cruzada, constata-se a robustez das redes para classificação correta das expressões faciais básicas em recurso de imagem, como também para previsão correta de novos estados afetivos básicos da face que são similares aos usados na fase de treinamento. 

4.5. [bookmark: _Toc82219229][bookmark: _Toc84069230]Comparação dos resultados para classificação dos estados afetivos da face com imagens

Os pesquisadores L. S. Videla e P. M. A. Kumar (2020) utilizam uma CNN de 10 camadas para detectar características importantes da expressão facial sem supervisão humana. Esta pesquisa usou o conjunto de dados Extended Cohn-Kanade (CK+) e Japanese Female Facial Expression (JAFFE) obtendo as performances de acurácia para cada base de dados de 99,3% e 78,1%. 

O trabalho de G. Shengtao, X. Chao and F. Bo (2019) investiga as CNN AlexNet, VGGNet e ResNet com uso do banco de dados FER2013, visando o reconhecimento de expressões faciais de forma paralela, onde as CNN obtiveram o desempenho de 66,6%, 69,4% e 70,7%.  

A pesquisa de S. Shaees, H. Naeem, M. Arslan, M. R. Naeem, S. H. Ali and H. Aldabbas (2020) compara a performance da rede AlexNet com a abordagem de Support Vector Machine (SVM) para reconhecimento de expressões faciais usando a base de dados Cohn-Kanadec CK + Expression. Os resultados mostram claramente que a CNN produz resultados superiores em faixa de 98,3% até 99,9%. 
 
 Considerando os resultados produzidos nesta pesquisa com as redes AlexNet, GoogLeNet e ResNet18 comparado a performance obtida pelos outros pesquisadores, constata-se que as redes AlexNet, GoogLeNet e ResNet18 produzem respostas robustas e compatíveis para o reconhecimento de expressões faciais em recursos de imagem.

[bookmark: _Toc82219230][bookmark: _Toc84069231]Conclusão
Este artigo investigou as redes AlexNet, GoogLeNet e ResNet18 aplicadas ao reconhecimento de expressões faciais em recursos de imagem considerando as etapas de classificação e capacidade de classificação para novas imagens que são similares as usadas na fase de treinamento. Os resultados de acurácia de classificação de 99%, 98,1% e 99,3% e teste de validação cruzada de 91,7%, 95,5% e 88,5% com as redes AlexNet, GoogLeNet e ResNet18 para uma abordagem multiclasses confirmam que essas redes são uma solução eficaz para o desenvolvimento de soluções inteligentes no campo da visão computacional com reconhecimento de expressões faciais. 
Para trabalhos futuros propõem-se um estudo com novas redes convolucionais, afim de investigar a performance de classificação e generalização no processo de classificação dos estados afetivos da face. Também se sugere o reconhecimento de expressões faciais em tempo real com uso de uma webcam.   
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